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Mental	  states	  

People	  communicate	  these	  through	  the	  language	  they	  use:	  
• 	  emoMons	  like	  anger	  and	  embarrassment	  
• 	  aNtudes	  like	  confidence	  and	  disbelief	  	  
• 	  intenMons	  like	  persuasion	  or	  decepMon	  
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Mental	  states	  through	  language	  text	  alone	  

Text	  message	  example:	  
You’re	  in	  a	  rush,	  so	  when	  your	  friend	  texts	  you	  
asking	  you	  to	  meet	  her	  later	  on,	  you	  text	  back	  
a	  quick	  “Sure”.	  	  She	  fires	  back	  a	  text	  asking	  if	  
you’re	  mad	  at	  her.	  

What	  happened?	  
Friend’s	  inference:	  Terse	  message	  =	  angry	  

3	  

The	  process	  

4	  

Generator’s	  	  
intended	  mental	  
state	  

Generator’s	  
translaMon	  into	  
message	  text	  

message	  text	  
Perceiver’s	  
translaMon	  into	  
mental	  state	  

Perceiver’s	  inferred	  
mental	  state	  
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Research	  goals	  

	  To	  address	  these,	  we	  need	  reliable	  data	  about	  the	  intended	  mental	  
state	  of	  a	  message.	  	  

5	  

Applied:	  Create	  tone-‐checker	  
for	  email	  and	  text	  so^ware	  

• 	  automaMc	  recogniMon	  

Psychological:	  Understanding	  the	  cogniMve	  processes	  people	  
use	  to	  transmit	  this	  informaMon	  through	  language	  text	  

• 	  linguisMc	  cues	  
• 	  processes	  underlying	  generaMon	  and	  percepMon:	  how	  related?	  

GeNng	  reliable	  data	  

	  Use	  human-‐based	  computaMon	  (Kosurokoff	  2001,	  von	  Ahn	  2006)	  to	  construct	  a	  
reliable	  database	  of	  messages	  expressing	  specific	  mental	  states.	  	  
Specifically,	  use	  a	  game	  with	  a	  purpose	  (GWAP)	  (von	  Ahn	  and	  Dabbish	  2004,	  
von	  Ahn	  2006,	  von	  Ahn,	  Kedia,	  and	  Blum	  2006).	  	  

–  “wisdom	  of	  the	  crowds”	  effect	  shown	  for	  many	  knowledge	  domains,	  
including	  human	  memory,	  problem	  solving,	  and	  predicMon	  (Steyvers	  et	  al.	  2009,	  
Turner	  &	  Steyvers	  2011,	  Yi	  et	  al.	  (2012),	  Lee	  et	  al.	  (forthcoming))	  

–  Snow	  et	  al.	  2008:	  a	  relaMvely	  small	  number	  of	  non-‐expert	  annotaMons	  in	  
natural	  language	  tasks	  can	  achieve	  the	  same	  results	  as	  expert	  annotaMon.	  	  

6	  
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Using	  a	  game-‐with-‐a-‐purpose	  

	  WordSleuth	  (Pearl	  &	  Steyvers	  2010)	  
–  encourages	  people	  to	  generate	  messages	  with	  a	  specific	  tone	  	  

–  evaluates	  how	  these	  messages	  are	  perceived	  by	  others	  

hip://gwap.ss.uci.edu	  

7	  

8	  

Asynchronous	  game	  play,	  with	  two	  roles:	  Word	  Sleuth	  &	  Expressor	  
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Asynchronous	  game	  play,	  with	  two	  roles:	  Word	  Sleuth	  &	  Expressor	  

10	  

Asynchronous	  game	  play,	  with	  two	  roles:	  Word	  Sleuth	  &	  Expressor	  
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• 	  Mental	  states	  currently	  explored	  (indicators	  for	  emoMons,	  
aNtudes,	  and	  intenMons):	  

politeness 	   	  rudeness 	   	  embarrassment	   	  formality	  
persuading 	  decepMon 	   	  confidence	   	  disbelief	  

	  	   	   	   	   	   	   	   	   	  	  

• 	  Messages	  are	  labeled	  by	  mulMple	  parMcipants.	  
• 	  ParMcipants	  never	  label	  their	  own	  messages.	  

12	  
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(As	  of	  January	  2012)	  

833	  parMcipants	  
3,832	  messages	  created	  

22,689	  labels	  inferred	  
•  average	  of	  5.92	  inferred	  labels	  per	  message	  

•  Over	  900	  messages	  with	  10	  or	  more	  labels	  

Humans	  are	  preiy	  good	  at	  this	  task:	  
•  Overall	  accuracy	  of	  transmission:	  0.74	  

17	  

Not	  all	  mental	  states	  are	  created	  equal:	  	  

some	  are	  more	  confusable	  than	  others	  

18	  

Intended	  

Inferred	  

DecepMon	  &	  formality	  are	  harder:	  
	  -‐	  decepMon:	  involves	  a	  layer	  of	  semanMc	  inversion	  
	  -‐	  formality:	  overlaps	  a	  lot	  with	  politeness	  	  
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Sample	  messages	  

19	  

Intended	  
Inferred	  

Message	  

confidence	  
confidence	  

“here's	  the	  paper!	  i'm	  posiMve	  its	  really	  good	  this	  Mme”	  

rudeness	  
rudeness	  

“You	  are	  the	  sMnkiest	  person	  I've	  ever	  met.”	  

decepMon	  
persuading	  

"I	  recommend	  that	  you	  take	  one	  step	  forward.	  Don't	  worry,	  it's	  
not	  dangerous.”	  

formality	  
politeness	  

“may	  i	  take	  the	  road	  on	  the	  le^	  please”	  

Research	  Goal:	  AutomaMc	  RecogniMon	  

20	  

LinguisMc	  features:	  Basic	  shallow	  features	  (for	  now)	  
• 	  unigrams,	  bigrams,	  and	  trigrams	  appearing	  more	  than	  once	  in	  the	  database	  
• 	  number	  of	  word	  types,	  word	  tokens,	  and	  sentences	  per	  message	  
• 	  average	  word	  length	  
• 	  proporMon	  of	  punctuaMon	  marks,	  1st	  person	  pronouns,	  characters,	  digits	  
• 	  average	  sentence	  length	  
• 	  word	  type	  to	  word	  token	  raMo	  (more	  lexical	  diversity	  =	  higher	  score)	  
• 	  average	  word	  log	  frequency	  of	  message	  for	  words	  appearing	  more	  than	  
once	  in	  the	  database	  
~10,800	  features	  

Prior	  research	  involving	  linguisMc	  cues	  for	  idenMfying	  informaMon	  in	  text	  
has	  o^en	  used	  word-‐level	  cues	  (Anolli	  et	  al.	  2002,	  Pang	  et	  al.	  2002,	  
Turney	  2002,	  Zhou	  et	  al.	  2004,	  	  Gupta	  &	  Skillicorn	  2006).	  
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Research	  Goal:	  AutomaMc	  RecogniMon	  

21	  

Classifier	  goal:	  select	  the	  intended	  mental	  state	  from	  one	  of	  the	  eight	  
opMons	  for	  a	  given	  message	  

• 	  chance	  performance	  is	  0.125	  
• 	  10-‐fold	  cross-‐validaMon	  (90%	  training	  and	  10%	  test	  corpus)	  

Complete	  data	  set:	  3832	  messages	  
• 	  baseline	  performance	  of	  choosing	  the	  most	  frequent	  label	  in	  the	  training	  set:	  
(~0.137)	  

Filtered	  data	  set:	  1303	  messages	  where	  at	  least	  2	  people	  inferred	  the	  
label	  and	  there	  was	  more	  than	  50%	  agreement	  on	  the	  inferred	  label.	  
• 	  hope:	  if	  there’s	  more	  than	  50%	  agreement	  on	  the	  label,	  it’s	  likely	  reliable	  	  
• 	  baseline	  performance	  of	  choosing	  the	  most	  frequent	  label	  in	  the	  training	  set:	  
(~0.130)	  	  

Research	  Goal:	  AutomaMc	  RecogniMon	  

22	  

Naïve	  Bayes	  Classifier	  
• 	  Complete	  data	  set:	  0.578	  	  
• 	  Filtered	  data	  set:	  0.619	  (some	  improvement	  over	  complete	  dataset)	  

Classifier	  trained	  on	  either	  data	  set	  is	  between	  4	  and	  5	  Cmes	  as	  good	  
as	  chance	  (0.125)	  or	  the	  baseline	  strategy	  of	  choosing	  the	  most	  frequent	  
label	  in	  the	  training	  set	  (0.130-‐0.137).	  
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Research	  Goal:	  AutomaMc	  RecogniMon	  
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Naïve	  Bayes	  Classifier:	  confusion	  matrix	  for	  filtered	  dataset	  
• 	  All	  mental	  states	  are	  not	  created	  equal	  (total	  messages	  passing	  criteria	  varies	  
significantly,	  some	  mental	  states	  are	  more	  confusable	  than	  others)	  

Intended	  

Inferred	  

Note:	  Precision	  is	  very	  good	  even	  though	  recall	  is	  very	  bad	  for	  decepMon	  and	  formality	  

Research	  Goal:	  AutomaMc	  RecogniMon	  

24	  

Sparse	  MulMnomial	  LogisMc	  Regression	  (SMLR)	  Classifier	  	  
	  (Krishnapuram	  et	  al.	  2005)	  	  (λ	  =	  0.05	  [how	  strong	  a	  push	  for	  fewer	  non-‐zero	  weights])	  
• 	  Complete	  data	  set:	  0.584	  [1118-‐1460	  non-‐zero	  weighted	  features	  per	  state]	  
• 	  Filtered	  data	  set:	  0.665	  [468-‐915	  non-‐zero	  weighted	  features	  per	  state]	  

Classifier	  trained	  on	  either	  data	  set	  is	  nearly	  5	  Cmes	  as	  good	  as	  chance	  
(0.125),	  or	  the	  baseline	  strategy	  of	  choosing	  the	  most	  frequent	  label	  in	  
the	  training	  set	  (0.130-‐0.137).	  
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Research	  Goal:	  AutomaMc	  RecogniMon	  

25	  

Sparse	  MulMnomial	  LogisMc	  Regression	  (SMLR)	  Classifier	  	  
	  (Krishnapuram	  et	  al.	  2005)	  	  (λ	  =	  0.05	  [how	  strong	  a	  push	  for	  fewer	  non-‐zero	  weights])	  
• 	  Complete	  data	  set:	  0.584	  [1118-‐1460	  non-‐zero	  weighted	  features	  per	  state]	  
• 	  Filtered	  data	  set:	  0.665	  [468-‐915	  non-‐zero	  weighted	  features	  per	  state]	  

Intended	  

Inferred	  

Note:	  DecepMon	  and	  formality	  are	  sMll	  harder,	  but	  precision	  is	  sMll	  preiy	  good	  

Research	  Goal:	  AutomaMc	  RecogniMon	  

26	  

Future	  direcMons:	  
• 	  More	  sophisMcated	  classifiers	  

• 	  Beier	  linguisMc	  features	  
• 	  Psychological	  &	  machine	  learning	  goal:	  What	  kinds	  of	  linguisMc	  
cues	  are	  there	  for	  idenMfying	  these	  mental	  states	  in	  text?	  
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LinguisMc	  Features	  

27	  

Strongly	  weighted	  features	  from	  the	  SMLR	  classifier	  	  
[on	  the	  filtered	  dataset,	  with	  1303	  messages]	  	  

decepMon:	   	  -‐	  less	  use	  of	  ?	  and	  !	  

	   	   	   	  -‐	  more	  use	  of	  words/phrases	  like	  “promise”,	  “I	  would	  never”,	  and	  “I’m	  not”	  
politeness:	   	  -‐	  more	  use	  of	  words/phrases	  like	  “thanks”	  and	  “could	  you	  please”	  

rudeness:	   	  -‐	  less	  use	  of	  posiMve	  words	  like	  “nice”	  and	  beauMful”,	  1st	  pers	  pronouns	  

	   	   	   	  -‐	  more	  use	  of	  negaMve	  words	  like	  “annoying”	  and	  “idiot”	  
embarrassment:	   	  -‐	  more	  use	  of	  words	  like	  “forgot”,	  “awkward”,	  and	  “accidentally”	  

	   	   	   	   	  -‐	  less	  use	  of	  posiMve	  words	  like	  “great”	  and	  “good”	  	  
confidence:	   	  -‐	  more	  use	  of	  1st	  pers	  pronouns	  (“me”)	  and	  phrases	  like	  “I’m	  sure”,	  “I	  know”	  

	   	   	   	  -‐	  less	  use	  of	  ?	  and	  negaMve	  adverbs	  like	  “never”,	  “can’t”,	  “didn’t”	  
disbelief:	  	   	  -‐	  more	  use	  of	  words/phrases	  like	  “surprised”,	  “yeah	  right”,	  and	  “no	  way”,	   	  

	   	   	  	  	  and	  	  ?	  
formality:	   	  -‐	  more	  use	  of	  Mtles	  like	  “sir”,	  “miss”,	  and	  “mrs”	  and	  modal	  verb	  “may”	  

	   	   	   	  -‐	  less	  use	  of	  contracMons	  like	  “don’t”,	  	  and	  punctuaMon	  like	  !	  and	  …	  

persuading:	   	  -‐	  more	  use	  of	  “you	  should”,	  “guarantee”,	  “trust	  me”,	  and	  starMng	  with	  
	   	   	  “let’s…”	  
	   	   	   	  	  

28	  

•  SyntacMc:	  parts	  of	  speech	  (modal	  verbs:	  “should”,	  “must”,	  “may”;	  
negaMon;	  negaMve	  adverbs),	  contracMons,	  capitalizaMon	  paierns,	  
emoMcons	  

•  Lexical	  semanMc	  classes:	  “promise”	  verbs,	  posiMve	  vs.	  negaMve	  
valence,	  “apology”	  nouns	  and	  verbs,	  “certainty”	  adjecMves,	  
“surprise”	  nouns	  and	  verbs,	  Mtles	  of	  address	  (“sir”),	  “trust”	  verbs	  	  
–  Pull	  from	  WordNet	  synsets	  (Miller	  1995,	  Fellbaum	  1998)	  or	  from	  topic	  

models	  whose	  topics	  use	  these	  keywords	  (Griffiths	  &	  Steyvers	  2002)	  

	  Goal:	  improve	  machine	  learning	  &	  also	  understand	  what	  cues	  
people	  are	  using,	  especially	  when	  they	  make	  mistakes	  

LinguisMc	  Features	  

More	  sophisMcated	  linguisMc	  features	  	  
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•  “Oh	  dear,	  I’m	  so	  sorry…I	  had	  no	  idea	  this	  le^	  a	  stain…maybe	  
we	  should	  turn	  around	  before	  we	  cause	  any	  more	  damage…”	  

	  Intended:	  politeness 	   	  Inferred	  (5	  of	  9):	  embarrassment	  

•  	  “I	  can't	  believe	  John	  stood	  me	  up	  AGAIN,	  on	  our	  anniversary	  
too.”	  

	  Intended:	  embarrassment 	   	  Inferred	  (6	  of	  8):	  disbelief	  

QuesCon:	  Who’s	  right?	  	  (Whose	  error	  is	  it?)	  

When	  people	  make	  mistakes	  

	  Agreement	  on	  “mistakes”?!	  

Research	  goal:	  Understand	  the	  cogniMve	  processes	  

30	  

Why	  do	  people	  make	  mistakes?	  	  	  
What	  is	  the	  underlying	  process	  that	  produces	  the	  messages	  we	  
observe?	  	  	  
How	  do	  people	  make	  inferences	  about	  the	  underlying	  mental	  state	  
that	  produced	  those	  messages?	  

Generator’s	  	  
intended	  mental	  
state	  

Generator’s	  
translaMon	  into	  
message	  text	  

message	  text	  
Perceiver’s	  
translaMon	  into	  
mental	  state	  

Perceiver’s	  inferred	  
mental	  state	  
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Using	  the	  data	  

•  The	  intended	  label	  tells	  us	  about	  generaMve	  processes	  
–  How	  is	  a	  message	  created	  on	  the	  basis	  of	  some	  latent	  
mental	  state?	  

•  The	  inferred	  label	  tell	  us	  about	  percepMve	  processes	  
–  How	  is	  a	  message	  perceived	  and	  interpreted?	  

•  Can	  we	  simultaneously	  learn	  from	  the	  intended	  label	  
and	  the	  inferred	  label?	  
–  Can	  the	  triplet	  (intended	  label,	  message	  text,	  inferred	  
label)	  inform	  us	  about	  the	  transmission	  process,	  and	  
perhaps	  individual	  experMse?	  

31	  

One	  idea	  for	  the	  process:	  
	  Analysis	  by	  synthesis	  

•  In	  a	  generaMve	  model	  framework,	  the	  act	  of	  understanding	  a	  sMmulus	  is	  
based	  on	  inverMng	  the	  generaMve	  process	  (“analysis	  by	  synthesis”	  [AxS])	  

–  A	  likely	  interpretaMon	  for	  a	  message	  would	  be	  based	  on	  simulaMng	  a	  
forward	  process	  of	  generaMng	  that	  message,	  and	  choosing	  the	  mental	  
state	  that	  most	  likely	  generated	  that	  message.	  

32	  

How	  would	  I	  
generate	  that	  
message?	  

message	  text	  
Perceiver’s	  
translaMon	  into	  
mental	  state	  

Perceiver’s	  inferred	  
mental	  state	  
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One	  idea	  for	  the	  process:	  
	  Analysis	  by	  synthesis	  

•  Similarly,	  the	  act	  of	  generaMng	  a	  sMmulus	  can	  be	  based	  on	  inverMng	  the	  
inferenMal	  process	  (“synthesis	  by	  analysis”	  [SxA])	  

–  To	  generate	  a	  message,	  you	  would	  simulate	  a	  backward	  process	  of	  
inferring	  a	  mental	  state	  from	  that	  message,	  and	  choose	  the	  message	  
that	  expressed	  the	  intended	  mental	  state.	  

33	  

Generator’s	  	  
intended	  mental	  
state	  

Generator’s	  
translaMon	  into	  
message	  text	  

message	  text	  
How	  would	  I	  perceive	  
this	  message?	  

One	  idea	  for	  the	  process:	  
	  Analysis	  by	  synthesis	  

•  This	  idea	  is	  fundamental	  to	  many	  different	  cogniMve	  process	  and	  machine	  
learning	  models	  
–  Deep	  belief	  nets	  for	  handwriMng	  analysis	  (e.g.	  Hinton	  &	  Salakhutdinov	  2006,	  Hinton	  

2007)	  	  

–  Bayesian	  models	  of	  percepMon	  (Kersten	  &	  Yuille	  2003,	  Cremers	  &	  Yuille	  2003,	  Kertsen,	  

Mamassian,	  &	  Yuille	  2004,	  Lu	  &	  Yuille	  2005,	  Chen,	  Zhu,	  Yuille,	  &	  Zheng	  2009)	  	  	  	  

–  LinguisMc	  theories	  on	  language	  comprehension	  &	  producMon	  (Bever	  &	  Poeppel	  
2010	  for	  a	  review)	  

–  Models	  of	  causal	  reasoning	  (Baker,	  Saxe,	  &	  Tenenbaum	  2009,	  Griffiths	  &	  Tenenbaum	  

2009,	  Kemp,	  Goodman,	  &	  Tenenbaum	  2011,	  Goodman,	  Ullman,	  &	  Tenenbaum	  2011)	  

–  Models	  of	  theory	  of	  mind	  &	  social	  goals	  (Baker,	  Goodman,	  &	  Tenenbaum	  2008,	  

Ullman,	  Baker,	  Macindoe,	  Evans,	  Goodman,	  &	  Tenenbaum	  2010)	  	  	  

34	  



2/13/12	  

18	  

Another	  idea	  for	  the	  process:	  
	  No	  analysis	  by	  synthesis	  

•  Idea:	  The	  process	  of	  percepMon	  is	  really	  not	  at	  all	  related	  to	  the	  process	  
of	  generaMon.	  	  These	  are	  completely	  separate	  abiliMes,	  which	  are	  not	  
correlated	  at	  all.	  (This	  would	  clearly	  violate	  the	  assumpMons	  of	  many	  
successful	  models	  in	  percepMon,	  machine	  learning,	  and	  linguisMcs.)	  

35	  

Generator’s	  	  
intended	  mental	  
state	  

Generator’s	  
translaMon	  into	  
message	  text	  

message	  text	  
Perceiver’s	  
translaMon	  into	  
mental	  state	  

Perceiver’s	  inferred	  
mental	  state	  

CogniMve	  Process	  Models:	  Overview	  

	  Analysis	  by	  Synthesis	  [AxS]	  (and	  Synthesis	  by	  Analysis	  [SxA])	  
• 	  Simple:	  Compete	  Overlap	  	  

• 	  inference	  and	  generaMon	  use	  the	  same	  ability	  

• 	  More	  Nuanced:	  ParMal	  Overlap	  	  
• 	  inference	  and	  generaMon	  are	  different	  abiliMes,	  but	  both	  are	  used	  
whether	  you’re	  generaMng	  or	  inferring	  

	  No	  Analysis	  by	  Synthesis	  
• 	  No	  Overlap	  

• 	  inference	  and	  generaMon	  are	  different	  abiliMes	  and	  inference	  is	  only	  
used	  when	  inferring	  while	  generaMon	  is	  only	  used	  when	  generaMng	  

36	  
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Analysis	  by	  Synthesis	  [AxS,	  SxA]:	  	  
Simple	  formalizaMon	  =	  Complete	  Overlap	  

37	  

mi	  

	  Generator	  g:	  Use	  trg	  to	  translate	  from	  mi	  to	  mt.	  [SxA]	  
	  Perceiver	  p:	  Use	  trp	  to	  translate	  from	  mt	  to	  minf.	  [AxS]	  

	  Transmission	  errors	  could	  be	  due	  to	  the	  poor	  trg	  or	  trp.	  	  
	  From	  any	  given	  triplet	  (mi,	  mt,	  minf),	  we	  can	  infer	  trg	  and	  trp.	  	  

mt	  

minf	  

trg	  

trp	  latent	  

observed	  

Each	  subject	  has	  one	  ability:	  
translaMonal	  ability	  

trs	  

Analysis	  by	  Synthesis	  [AxS,	  SxA]:	  	  
Simple	  formalizaMon	  =	  Complete	  Overlap	  

38	  

mi	  

mt	  

minf	  

trg	  

trp	  latent	  

observed	  

Each	  subject	  has	  one	  ability:	  
translaMonal	  ability	  

trs	  

	  ExpectaMons:	  
•  This	  ability	  is	  involved	  for	  each	  person	  for	  each	  message.	  
•  A	  person’s	  generaMve	  ability	  is	  completely	  idenMcal	  to	  their	  

perceptual	  ability.	  
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Model	  the	  decision	  process	  as	  a	  mulMnomial	  decision	  tree.	  

39	  

trg	  

trp	  

Correct	  minf	  

Incorrect	  or	  
correct	  minf	  

-‐	   +	  

+	  -‐	  

Incorrect	  or	  
correct	  minf	  

f(θg-‐ξmi)	   =	  funcMon	  of	  generator	  ability	  θg	  and	  inherent	  
difficulty	  of	  expressing	  mental	  state	  ξmi	  	  

f(θp-‐λmt)	  

=	  funcMon	  of	  perceiver	  
ability	  θp	  and	  inherent	  
difficulty	  of	  specific	  
message	  expressing	  
parMcular	  mental	  state	  λmt	  	  

Rasch	  model	  
f(x)	  =	  	  	  ex	  
	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  1+	  ex	  

mi	  

mt	  

minf	  

trg	  

trp	  

Complete	  overlap	  	  

Model	  SpecificaMon	  

Model	  SpecificaMon	  

40	  

p(minf	  =	  mi	  |	  mi)	  =	  f(θg-‐ξmi)f(θp-‐λmt)	  +	  ϕ	  

Probability	  of	  accidentally	  choosing	  correct	  minf	  

mi	  

mt	  

minf	  

trg	  

trp	  

Complete	  overlap	  

trs	  

Each	  subject	  has	  one	  ability:	  
translaMonal	  ability	  

ϕ	  =	  α(1-‐	  f(θg-‐ξmi)f(θp-‐λmt))	  

θ	  

θ	  ~	  N(µ,	  σ2)	  

α	  esMmated	  from	  empirical	  confusion	  matrix	  data	  or	  
idealized	  to	  1/	  #	  states	  

Rasch	  model	  
f(x)	  =	  	  	  ex	  
	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  1+	  ex	  

Model	  the	  decision	  process	  as	  a	  mulMnomial	  decision	  tree.	  
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Model	  SpecificaMon	  

41	  

mi	  

mt	  

minf	  

trg	  

trp	  

Complete	  overlap	  

Represented	  in	  graphical	  notaMon.	  
Hyperparameters	  on	  
state	  difficulty	  ξ	  

Hyperparameters	  on	  
item	  difficulty	  λ	  

Probability	  of	  
correct	  
generaMon	  	  
(determined	  by	  
Rasch	  model)	  

Probability	  of	  correct	  
inference	  	  
(determined	  by	  Rasch	  
model)	  

minf	  

Analysis	  by	  Synthesis	  [AxS,	  SxA]:	  	  
More	  nuanced	  formalizaMon	  =	  ParMal	  Overlap	  

42	  

mi	  

	  Generator	  g:	  Use	  infg	  and	  geng	  to	  translate	  from	  mi	  to	  mt.	  [SxA]	  
	  Perceiver	  p:	  Use	  genp	  and	  infp	  to	  translate	  from	  mt	  to	  minf.	  [AxS]	  

	  Transmission	  errors	  could	  be	  due	  to	  the	  poor	  geng,	  infg,	  genp,	  or	  infp.	  	  
	  From	  any	  given	  triplet	  (mi,	  mt,	  minf),	  we	  can	  infer	  geng,	  infg,	  genp,	  or	  infp.	  	  

mt	  

minf	  

geng	  

genp	  

latent	  

observed	  

infg	  

infp	  

gens	   infs	  

Each	  subject	  has	  two	  abiliMes:	  
generaMve	  ability	  &	  inferenMal	  ability	  
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Analysis	  by	  Synthesis	  [AxS,	  SxA]:	  	  
More	  nuanced	  formalizaMon	  =	  ParMal	  Overlap	  

43	  

	  ExpectaMons:	  
•  Both	  abiliMes	  are	  involved	  for	  each	  person	  for	  each	  message.	  
•  AbiliMes	  do	  not	  need	  to	  be	  equal	  –	  this	  allows	  for	  outside	  factors	  

to	  affect	  one	  process	  but	  not	  another	  (e.g.	  more	  likely	  to	  think	  
people	  intend	  to	  persuade	  rather	  than	  deceive,	  so	  this	  affects	  
interpretaMon	  more	  than	  generaMon).	  

latent	  

observed	  

gens	   infs	  

Each	  subject	  has	  two	  abiliMes:	  
generaMve	  ability	  &	  inferenMal	  ability	  

mi	  

mt	  

minf	  

geng	  

genp	  

infg	  

infp	  

Model	  SpecificaMon	  

Model	  the	  decision	  process	  as	  a	  mulMnomial	  decision	  tree.	  

44	  

infg	  

genp	  

Correct	  minf	  

Incorrect	  or	  
correct	  minf	  

-‐	   +	  

+	  -‐	  

Incorrect	  or	  
correct	  minf	  

f(δg-‐ξmi)	   Separate	  generaMve	  θ	  and	  inferenMal	  
δ	  abiliMes.	  Includes	  inherent	  difficulty	  
of	  mental	  state	  expression	  ξmi.	  

f(θp-‐λmt)	  

Includes	  inherent	  difficulty	  
of	  message	  expressing	  
mental	  state	  λmt	  	  

ParCal	  overlap	  	  

geng	  
-‐	  

+	  

f(θg-‐ξmi)	  

infp	  

f(δp-‐λmt)	  

Rasch	  model	  
f(x)	  =	  	  	  ex	  
	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  1+	  ex	  

mi	  

mt	  

minf	  

geng	  

genp	  

infg	  

infp	  
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Model	  SpecificaMon	  

Model	  the	  decision	  process	  as	  a	  mulMnomial	  decision	  tree	  for	  each	  model	  type	  

45	  

p(minf	  =	  mi	  |	  mi)	  =	  f(δg-‐ξmi)	  f(θg-‐ξmi)	  f(θp-‐λmt)	  f(δp-‐λmt)	  +	  ϕ	  

Probability	  of	  accidentally	  choosing	  correct	  minf	  

α	  esMmated	  from	  empirical	  confusion	  matrix	  data	  or	  
idealized	  to	  1/	  #	  states	  

ϕ	  =	  α(1-‐	  f(δg-‐ξmi)	  f(θg-‐ξmi)	  f(θp-‐λmt)	  f(δp-‐λmt))	  

ParCal	  overlap	  
Each	  subject	  has	  two	  abiliMes:	  
generaMve	  ability	  &	  inferenMal	  ability	  

gens	   infs	  

θ	   δ	  

(θ,	  δ)	  ~	  N(µ,	  Σ2)	  

Rasch	  model	  
f(x)	  =	  	  	  ex	  
	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  1+	  ex	  

mi	  

mt	  

minf	  

geng	  

genp	  

infg	  

infp	  

Model	  SpecificaMon	  

Represented	  in	  graphical	  notaMon.	  

46	  

ParCal	  overlap	  

mi	  

mt	  

minf	  

geng	  

genp	  

infg	  

infp	  

Hyperparameters	  on	  
state	  difficulty	  ξ	  

Hyperparameters	  on	  
item	  difficulty	  λ	  

Probability	  of	  
correct	  generaMon	  
for	  generator	  
&	  perceiver	  	  
(determined	  by	  
Rasch	  model)	  

Probability	  of	  
correct	  inference	  
for	  generator	  	  
&	  perceiver	  	  
(determined	  by	  
Rasch	  model)	  

minf	  
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No	  analysis	  by	  synthesis	  =	  No	  Overlap	  

47	  

mi	  

	  Generator	  g:	  Use	  geng	  to	  translate	  from	  mi	  to	  mt.	  	  
	  Perceiver	  p:	  Use	  infp	  to	  translate	  from	  mt	  to	  minf.	  	  

	  Transmission	  errors	  could	  be	  due	  to	  the	  poor	  geng	  or	  infp.	  
	  From	  any	  given	  triplet	  (mi,	  mt,	  minf),	  we	  can	  infer	  geng	  and	  infp.	  	  

mt	  

minf	  

geng	  

infp	  latent	  

observed	  

Each	  subject	  has	  two	  abiliMes:	  
generaMve	  ability	  &	  inferenMal	  ability	  

gens	   infs	  

Model	  SpecificaMon	  

Model	  the	  decision	  process	  as	  a	  mulMnomial	  decision	  tree.	  

48	  

mi	  

mt	  

minf	  

geng	  

infp	  

No	  overlap	  

geng	  

infp	  

Correct	  minf	  

Incorrect	  or	  
correct	  minf	  

-‐	   +	  

+	  -‐	  

Incorrect	  or	  
correct	  minf	  

f(θg-‐ξmi)	  

f(δp-‐λmt)	  

Rasch	  model	  
f(x)	  =	  	  	  ex	  
	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  1+	  ex	  

Separate	  generaMve	  θ	  and	  inferenMal	  
δ	  abiliMes.	  Includes	  inherent	  difficulty	  
of	  mental	  state	  expression	  ξmi.	  

Includes	  inherent	  
difficulty	  of	  message	  
expressing	  mental	  
state	  λmt	  	  
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Model	  SpecificaMon	  

Model	  the	  decision	  process	  as	  a	  mulMnomial	  decision	  tree.	  

49	  

mi	  

mt	  

minf	  

geng	  

infp	  

No	  overlap	  

p(minf	  =	  mi	  |	  mi)	  =	  f(θg-‐ξmi)f(δp-‐ξmt)	  +	  ϕ	  

Probability	  of	  accidentally	  choosing	  correct	  minf	  

Each	  subject	  has	  two	  abiliMes:	  
generaMve	  ability	  &	  inferenMal	  ability	  

gens	   infs	  

ϕ	  =	  α(1-‐	  f(θg-‐ξmi)f(δp-‐λmt))	  

θ	   δ	  

(θ,	  δ)	  ~	  N(µ,	  Σ2)	  

α	  esMmated	  from	  empirical	  confusion	  matrix	  data	  or	  
idealized	  to	  1/	  #	  states	  

Rasch	  model	  
f(x)	  =	  	  	  ex	  
	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  1+	  ex	  

Model	  SpecificaMon	  

Represented	  in	  graphical	  notaMon.	  

50	  

mi	  

mt	  

minf	  

geng	  

infp	  

No	  overlap	  Hyperparameters	  on	  
state	  difficulty	  ξ	  

Hyperparameters	  on	  
item	  difficulty	  λ	  

Probability	  of	  
correct	  
generaMon	  	  
(determined	  by	  
Rasch	  model)	  

Probability	  of	  
correct	  inference	  	  
(determined	  by	  
Rasch	  model)	  

minf	  
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TesMng	  the	  models	  

We	  train	  them	  on	  the	  data	  we	  have	  from	  humans,	  which	  consists	  of	  an	  intended	  
mental	  state	  (mi),	  message	  text	  (mt),	  and	  an	  inferred	  mental	  state	  (minf).	  	  Each	  model	  
will	  set	  the	  parameters	  as	  best	  it	  can	  to	  cover	  these	  training	  data.	  	  	  

	  Individual	  experCse	  parameters	  
	   	  Analysis	  by	  Synthesis	  

• 	  Complete	  overlap:	  Each	  subject	  s	  has	  trs	  (or	  gens	  =	  infs)	  

• 	  ParMal	  overlap:	  Each	  subject	  s	  has	  gens	  and	  infs	  (gens	  not	  correlated	  with	  infs)	  

No	  Analysis	  by	  Synthesis	  
• 	  No	  overlap:	  Each	  subject	  s	  has	  gens	  and	  infs	  (gens	  not	  correlated	  with	  infs)	  

51	  

Ability	  correlaMon	  

Do	  we	  see	  correlaMon	  in	  generaMon	  θ	  and	  inference	  δ	  abiliMes	  if	  we	  don’t	  explicitly	  
build	  it	  in?	  (Does	  complete	  overlap	  [θ	  =	  δ]	  happen	  naturally	  when	  trying	  to	  explain	  
the	  observable	  data?)	  

52	  

No	  Overlap	  Model	  

ρθδ	  

Not	  really	  –	  though	  there	  is	  some	  
correlaMon	  in	  abiliMes	  (slight	  
posiMve	  shi^	  for	  the	  normal	  curve).	  	  

People	  vary	  more	  on	  their	  
generaMon	  abiliMes,	  as	  compared	  
with	  their	  inference	  abiliMes.	  

σθ	   σδ	  
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Ability	  correlaMon	  

Do	  we	  see	  correlaMon	  in	  generaMon	  θ	  and	  inference	  δ	  abiliMes	  if	  we	  don’t	  explicitly	  
build	  it	  in?	  (Does	  complete	  overlap	  [θ	  =	  δ]	  happen	  naturally	  when	  trying	  to	  explain	  
the	  observable	  data?)	  

53	  

ParMal	  Overlap	  Model	  

ρθδ	  

Really	  not	  –	  if	  anything,	  there’s	  a	  
slight	  negaMve	  shi^	  suggesMng	  
these	  abiliMes	  are	  negaMvely	  
correlated.	  

σθ	   σδ	  

People	  sMll	  vary	  more	  on	  their	  
generaMon	  abiliMes,	  as	  compared	  
with	  their	  inference	  abiliMes.	  

Model	  success	  at	  predicMon	  

We	  might	  think	  that	  the	  No	  Overlap	  and	  ParMal	  Overlap	  models	  are	  winning	  out	  –	  but	  
it’s	  worth	  asking	  how	  well	  these	  models	  predict	  the	  data.	  	  	  

• 	  Natural	  expectaMon:	  Models	  with	  more	  ability	  parameters	  involved	  do	  beier	  
(No	  Overlap	  and	  ParMal	  Overlap	  have	  separate	  gens	  and	  infs	  ability	  parameters	  [θ	  
and	  δ]).	  Do	  these	  models	  do	  significantly	  beier	  than	  the	  Complete	  Overlap	  
model	  at	  predicMng	  the	  observable	  data?	  

54	  

Use	  the	  Deviance	  InformaMon	  Criterion	  [DIC]	  (Spiegelhalter	  et	  al.	  2002)	  to	  compare	  
models	  (smaller	  DIC	  values	  indicate	  beier	  models).	  

• 	  DIC	  includes	  both	  model	  fit	  and	  number	  of	  parameters	  involved	  
• 	  ParMcularly	  useful	  for	  assessing	  models	  with	  posterior	  distribuMons	  aiained	  by	  
Markov	  chain	  Monte	  Carlo	  simulaMon	  

We’d	  also	  like	  to	  use	  confusion	  matrix	  data	  to	  see	  if	  and	  how	  these	  model	  predicMons	  
differ	  from	  human	  transmission	  behavior.	  
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Test	  1:	  Predict	  the	  inferred	  mental	  state	  

Given	  the	  intended	  mental	  state	  and	  a	  message,	  how	  well	  can	  the	  model	  
predict	  the	  inferred	  mental	  state?	  (Given	  the	  generator’s	  and	  perceiver’s	  
abiliMes)	  

“What	  is	  subject	  s2	  likely	  to	  think	  this	  message	  is,	  if	  it	  was	  produced	  from	  the	  following	  
mental	  state	  by	  subject	  s1?”	  

mi	  

mt	  

minf	  
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θg,	  δg	  

θp,	  δp	  

Test	  2:	  Predict	  the	  intended	  mental	  state	  

Given	  a	  message	  and	  the	  inferred	  mental	  state,	  how	  well	  can	  the	  model	  
predict	  the	  intended	  mental	  state	  (given	  the	  generator’s	  abiliMes)?	  

“What	  is	  subject	  s1	  likely	  to	  have	  intended	  this	  message	  to	  express,	  if	  it	  was	  interpreted	  by	  s2	  
as	  this	  mental	  state?”	  

mi	  

mt	  

minf	  
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θg,	  δg	  

θp,	  δp	  
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IntegraMng	  linguisMc	  cues	  
Test	  3:	  Predict	  both	  the	  intended	  and	  inferred	  mental	  state	  

Given	  a	  message	  and	  its	  linguisMc	  cues,	  how	  well	  can	  the	  model	  predict	  the	  
intended	  mental	  state	  and	  the	  inferred	  mental	  state?	  (Given	  the	  generator’s	  
and	  perceiver’s	  abiliMes)	  

“Given	  this	  message	  generated	  by	  subject	  s1	  and	  interpreted	  by	  subject	  s2,	  what	  is	  subject	  s1	  
likely	  to	  have	  intended	  and	  what	  is	  subject	  s2	  likely	  to	  think	  this	  message	  expresses?	  

Requires	  us	  to	  know	  individual	  experMse	  with	  respect	  to	  linguisMc	  cues,	  as	  opposed	  to	  just	  
mental	  state	  type	  

mi	  

mt	  

minf	  

57	  

θg,	  δg	  

θp,	  δp	  

contains	  specific	  linguisMc	  cues	  l1,	  …,	  lm	  	  

TesMng	  cogniMve	  process	  modeling	  assumpMons	  

•  Our	  data	  allows	  us	  to	  test	  a	  major	  assumpMon	  of	  the	  
generaMve	  modeling	  framework	  

•  Perhaps	  there	  are	  processes	  in	  understanding	  that	  are	  
unrelated	  to	  generaMon	  

–  This	  suggests	  limits	  on	  a	  simplisMc	  “analysis	  by	  synthesis”	  
framework	  (especially	  for	  this	  task)	  

– Maybe	  beier	  machine	  learning	  results	  for	  other	  tasks	  can	  
be	  obtained	  with	  models	  that	  allow	  for	  more	  complex	  
versions	  of	  analysis	  by	  synthesis	  (specifically:	  allow	  for	  
some	  differences	  in	  the	  analysis	  component	  as	  compared	  
to	  the	  synthesis	  component).	  

58	  
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Big	  Picture	  
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	  Machine	  Learning	  Goal:	  Create	  tone-‐checker	  for	  email	  and	  text	  
so^ware	  

• 	  leads	  to	  idenMficaMon	  of	  linguisMc	  cues	  that	  are	  useful	  for	  machine	  
learning	  

Psychological	  Goal:	  Understanding	  the	  cogniMve	  processes	  
people	  use	  to	  transmit	  this	  informaMon	  through	  language	  text	  

• 	  linguisMc	  cues	  that	  humans	  use	  
• 	  how	  do	  humans	  create	  these	  messages?	  	  
• 	  leads	  to	  tesMng	  a	  modeling	  assumpMon	  used	  in	  both	  cogniMve	  
process	  and	  machine	  learning	  models	  

Thank	  You!	  

	  Galina	  Tucker 	   	  Shannon	  Stanton 	   	  Joseph	  Nunn 	   	  	  

	  Uma	  Patel	   	   	   	  Lawrence	  Phillips 	   	  Sue	  Braunwald 	  	  
	  Hilary	  Cunningham	   	  Sarah	  Pieper 	   	  	  

	   	  Audience	  at	  NAACL	  2010	  EmoMons	  Workshop	  
	   	  The	  members	  of	  the	  UCI	  CoLaLab	  


